Jurnal Engine: Energi, Manufaktur, dan Material e-ISSN: 2579-7433
Leni, Vol. 7, No. 1, Mei 2023, pp. 35-44

Pemilihan Algoritma Machine Learning Yang Optimal Untuk Prediksi Sifat Mekanik
Aluminium

D’ Desmarita Leni
D Teknik Mesin, Fakultas Teknik, Universitas Muhammadiyah Sumatera Barat.
JI. Pasir Jambak No.4, Pasie Nan Tigo, Kec. Koto Tangah, Kota Padang, Sumatera Barat 25586, Indonesia
*Email: desmaritaleni@gmail.com

Diterima: 07.04.2023, Disetujui: 12.05.2023, Diterbitkan: 24.05.2023

ABSTRACT

This study designs and compares optimal machine learning models to predict the mechanical
properties of aluminum, including Yield Strength (YS) and Tensile Strength (TS), based on the
percentage composition of aluminum's chemical elements. The machine learning modeling in this
study has nine input variables consisting of aluminum chemical elements such as Al, Mg, Zn, Ti, Cu,
Mn, Cr, Fe, Si, and two output or target variables consisting of YS and TS. Additionally, Heatmap
correlation is used to observe the correlation between chemical elements and the mechanical
properties of aluminum. Three machine learning algorithms, namely Decision Tree (DT), Random
Forest (RF), and Artificial Neural Network (ANN), are compared in this study. The comparison of
these algorithms shows that Random Forest (RF) outperforms the other algorithms in predicting YS
with MAE of 11.44, RMSE of 14.282, and R value of 0.93. On the other hand, ANN performs better in
predicting TS with MAE of 19.593, RMSE of 22.005, and R value of 0.947.
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ABSTRAK

Penelitian ini merancang dan membandingkan pemodelan machine learning yang optimal untuk
memprediksi sifat mekanik aluminium diantaranya adalah Yield Strenght (YS) dan Tensile Strenght
(TS), berdasarkan persentase komposisi unsur kimia aluminium. Pemodelan machine learning pada
penelitian ini memiliki 9 variabel masukan yang terdiri dari unsur kimia aluminium seperti, Al, Mg,
Zn, Ti, Cu, Mn, Cr, Fe, Si, dan 2 output atau target yang terdiri dari YS dan TS, selain itu untuk
melihat korelasi antara unsur kimia dan sifat mekanik aluminium digunakan Heatmap correlation.
Dalam penelitian ini dibandingkan 3 algoritma machine learning yang terdiri dari Decision Tree (DT),
Random Forest (RF), dan Artificial Neural Network (ANN). Hasil perbandingan ketiga alogaritma
diperoleh bahwa, Random Forest (RF) memiliki kinerja lebih baik dalam memprediksi nila YS dengan
nilai MAE 11.44, RMSE 14.282, dan R 0.93, sedangkan ANN memiliki kinerja lebih baik dalam
memprediksi nilai TS dengan nilai MAE 19.593, RMSE 22.005, dan R 0.947.

Kata kunci : Pemodelan, Machine learning, Aluminium, Tensile Strength, Alogaritma

L Pendahuluan bertujuan untuk mencegah terjadinya kegalan

Aluminium adalah jenis material non pada material, sifat mekanik suatu material
ferrous yang paling banyak digunakan dalam memiliki  peran yang penting dalam
berbagai aplikasi industri modern seperti menentukan bahan untuk komponen industri
industri dirgantara, struktural dan otomitif. modern demi mencegah terjadinya kegagalan
Menurut data (Usgs, 2022), badan survei terhadap komponen industri secara prematur
geologis Amerika Serikat (AS) atau US (Branco, 2018). Kekuatan tarik dan kekuatan
Geological Survey, produksi aluminium di luluh merupakan dua diantara sifat mekanik
seluruh dunia pada tahun 2021 mencapai 68 material, sifat mekanik material dipengaruhi
juta metrik ton. Jumlah tersebut naik 4,45% oleh beberapa faktor seperti sruktur mikro,
dibandingkan produksi tahun sebelumnya komposisi kimia dan berbagai perlakuan panas
yang berjumlah 65,1 juta metrik ton (Data (heat treatment) (Antonio Augusto Morini,
aluminum 2022). Penggunaan aluminium yang Manuel J. Ribeiro, 2019). Sifat mekanik
luas di berbagai aspek industri modern material dapat ditingkatkan dengan cara
mendorong engineer untuk lebih teliti dalam menambahkan atau mengurangkan unsur kimia
mengetahui sifat mekanik aluminium, hal ini tertentu sesuai kebutuhan, seperti penambahan
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unsur nikel (Ni) untuk meningkatkan kekuatan
rekat pengelasan pada aluminium (Branco,
2018). Perbedaan komposisi kimia aluminium
mempengaruhi nilai kekuatan tarik aluminium,
dengan kata lain apabila ditambahkan satu
unsur kimia pada komposisi aluminium maka
nilai kekuatan tarik pada aluminium tersebut
akan ikut berubah sehingga perlu dilakukan
pengujian ulang (George Krauss, 2015).
Pengujian sifat mekanik aluminium seperti
kekuatan tarik dan dan kekuatan luluh pada
umunya masih dilakukan secara manual
menggunakan mesin uji tarik. Banyak model
dan wvariasi unsur kimia aluminium yang
bertujuan untuk membentuk sifat mekanik
aluminium sesuai kebutuhan kerja
mengakibatkan proses pengujian secara manual
menjadi kurang efektif secara waktu dan biaya.

Perkembangan teknologi komputer yang
begitu pesat di bidang ilmu material mendorong
para ahli dan peneliti dalam mengembangkan
pendekatan komputasi dalam menganalisa dan
memecahkan berbagai permasalahan di bidang

material ~ (Hutchinson et al, 2011).
Perkembangan teknologi berbasis komputasi di
bidang  material ~memungkinkan  untuk

dilakukannya pengujian material tanpa harus
merusak spesimen. Beberapa tahun terakhir,
kompleksitas masalah teknik telah mendorong
peningkatan penerapan metode machine
learning yang memanfaatkan  algoritma
matematika untuk belajar cepat dari pola yang
diperkenalkan sebelumnya, dan teknik ini dapat
berhasil memperoleh hubungan timbal balik
yang kompleks antara beberapa parameter dan
dengan cepat memprediksi output yang
diinginkan (Ling Qiao, Zibo Wang, 2020).
Machine learning adalah metode analis statistik
yang efisien untuk menangkap hubungan
internal linear atau nonlinier dengan belajar
dari data empiris (Ling Qiao, Zibo Wang,
2020), saat ini ada berbagai macam jenis
algoritma machine learning yang digunakan
untuk mengetahui sifat mekanik material dari
komposisi paduannya dan perlakuan panas
tanpa harus merusak spesimen. Penggunaan
algoritma machine learning seperti Random
Forest, Neural

Network, dan Decision Tree dalam
memprediksi kekuatan tarik baja memberikan
hasil prediksi yang baik (Amiri et al., 2020)
selain itu, metode machine learning juga
terbukti lebih praktis dalam memprediksi
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kekuatan lelah material berdasarkan lembar
data kelelahan (Kevin P. Murphy, 2012).

Ragam variasi dan model komposisi unsur
kimia aluminium sangat mempengaruhi nilai
kekuatan tarik dan kekuatan luluh aluminium,
apabila ditambahkan sedikit unsur kimia pada
komposisi aluminium maka kekuatan tarik dan
kekuatan luluh aluminium tersebut akan ikut
berubah. Selain komposisi kimia, perlakuan
heat treatment juga mempengaruhi kekuatan
tarik dan kekuatan luluh sehingga pengujian
sifat mekanik aluminium secara manual
membutuhkan waktu yang lama, biaya yang
mahal, membutuhkan keahlian dan tidak ramah
lingkungan karna menghasilkan gas emisi
untuk mendaur ulang limbah aluminium hasil
uji tarik. Mesin Uji Tarik Universal (UTM)
digunakan untuk menguji alumium untuk
mengetahui sifat mekanik baja seperti kekuatan
tarik dan kekuatan luluh, tetapi ketika material
harus diuji pada suhu tinggi yang bervariasi
dibutuhkan lebih banyak waktu untuk
menghitung sifat mekanik material. Penelitian
ini bertujuan untuk merancang sebuah model
machine learning menggunakan beberapa
algoritma seperti Random Forest (RF), Neural
Network (NN), dan Decision Tree (DT) untuk
memprediksi kekuatan tarik dan kekuatan luluh
aluminium.  Penelitian ini  memberikan
beberapa variasi parameter pada masing-
masing algoritma machine learning dan
membandingkan nilai peformance seperti
Mean Absolute Error (MAE), Root Mean

Squared Error (RMSE), dan correlation
coefficient (R).
II. Metode Penelitian

Data pada penelitian ini diambil pada
periode  September 2022 dari  website
matmatch.com yang merupakan sebuah website
informasi material bahan terbesar didunia,
website ini terdapat menyediakan 70.000 lebih
data material dan di portal website ini,
dimungkinkan untuk mengakses informasi
disediakan oleh ribuan pemasok bahan dari
berbagai jenis, termasuk paduan aluminium
(Sandhya, N., Sowmya, V., Bandaru, C. R., &
Babu, 2019). Website ini merupakan
perpustakaan bahan online akses terbuka ,
yang terdiri dari ribuan entri. Untuk setiap
record, dimungkinkan untuk memperoleh
datasheet (secara umum, heterogen dan
tidak lengkap) yang harus disaring, diatur
dan diproses untuk mendapatkan korpus
informasi yang akurat dan berguna (Merayo



Jurnal Engine: Energi, Manufaktur, dan Material
Leni, Vol. 7, No. 1, Mei 2023, pp. 35-44

et al., 2020). Data yang tersedia seperti sifat
mekanik material, komposis kimia , korosi ,
perlakuan panas, sifat termal dan masih banyak
lagi, namun pada penelitian ini data yang
diambil adalah data komposisi kimia
aluminium, nilai uji tarik aluminium (TS) dan
kekuatan luluh  aluminium (YS). Data
kompoisisi kimia aluminium yang diambil pada
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pada tabel 1. Pengambilan data aluminium ini
menggunakan web scraper, web scrapper
adalah sebuah platform open source yang
memungkinkan user untuk mengambil data dari
sebuah website dan dapat di download dalam
bentuk file Csv, pada penelitian ini
menggunakan dataset Ayang berjumlah 120
data aluminium dengan 9 data input dan 2 data

penelitian ini adalah presentase kadar Al, Mg, output atau target.
Zn, Ti, Cu, Mn, Cr, Fe, Si yang dapat dilihat
Tabel 1. Statistik dataset aluminium
Keterangan  Tipe data Min Max Mean
Mg (%) Input 0 3.1 0.978
Zn (%) Input 0.05 0.500 0.207
Ti (%) Input 0 0.250 0.069
Cu (%) Input 0 0.500 0.130
Mn (%) Input 0.02 1 0.404
Cr (%) Input 0 0.3 0.11
Fe (%) Input 0.150 1 0.576
Si (%) Input 0.15 1 0.436
Al (°C) Input 94.650 99.58 97.089
UTS (Mpa) Output 55 230 112.408
YS (Mpa) Output 90 375 232.95
1. Perbandingan Algoritma Machine a. Random Forest (RF)
Learning Random forest merupakan salah satu
Perbandingan algoritma machine learning metode machine learning yang di perkenalkan
ini  dibandingkan  menggunakan  bahasa oleh leo breiman dan deleculter. Random

pemograman python yang dijalankan pada
google colab. Penelitian ini menggunakan tiga
algoritma machine learning yang berbeda
untuk merancang pemodelan untuk
memprediksi  Sifat mekanik  aluminium.
Heatmap correlation digunakan untuk melihat
seberapa besar hubungan unsur kimia dan sifat
mekanik aluminium, dengan menggunakan
heatmap  correlation dapat —memberikan
informasi seberapa besar pengaruh unsur kimia
terhadap YS dan TS (D Leni, F Earnestly, R
Sumiati, A Adriansyah, 2023). Algoritma yang
digunakan pada penelitian ini adalah Random
Forest (RF), Artificial Neural Network (ANN),
dan Decision Tree (DT). Pada penelitian ini
digunakan 80% data sebagai data training dan
20% digunakan sebagai data testing kemudian
performa model yang dilatih dievaluasi dengan
menghitung Root Mean Squared Error
(RMSE), Mean Absolute Error (MAE), dan
Correlation Coefficient (R), dari nilai aktual
dan nilai prediksi dari data uji.
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Forest (RF) (Weinbub et al., 2015) adalah
metode  pembelajaran  ensemble  untuk
klasifikasi yang digunakan dengan membangun
pohon keputusan dari set pelatihan dalam
iterasi k. Dalam setiap iterasi, algoritma
pelatihan pertamatama secara acak memilih
satu set sampel dari set pelatihan. Untuk
mereproduksi pohon keputusan dari subset ini,
RF secara acak memilih subset fitur sebagai
kandidat fitur untuk setiap node. Dengan
demikian, setiap pohon keputusan dibangun
melalui ansambel menggunakan himpunan
bagian independen acak dari fitur dan sampel.
Pada penelitian ini algoritma DT menggunakan
80% data sebagai data training dan 20%
digunakan sebagai data testing kemudian
performa model yang dilatih dievaluasi dengan
menghitung Root Mean Squared Error
(RMSE), Mean Absolute Error (MAE), dan
Correlation Coefficient (R), dari nilai aktual
dan nilai prediksi dari data uji.
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b. Artificial Neural Network (ANN)

Neural network merupakan salah satu
metode machine learning classifier atau
metode yang sangat powerfull. Neural network
hampir selalu cocok dengan berbagai
permasalahan machine learning sehingga neural
network dapat menjadi hypotheses untuk
berbagai persoalan rill sebab Neural network
dibentuk berdasarkan cara kerja syaraf otak
manusia. Pada penelitian ini algoritma DT
menggunakan 80% data sebagai data training
dan 20% digunakan sebagai data testing
kemudian performa model yang dilatih
dievaluasi dengan menghitung Root Mean
Squared Error (RMSE), Mean Absolute Error
(MAE), dan Correlation Coefficient (R), dari
nilai aktual dan nilai prediksi dari data uji.

c. Decision Tree (DT)

Decion tree reggresion merupakan salah
satu predictive model yang digunakan pada
machine learning, model ini adalah teknik
terawasi yang melakukan teknik klasifikasi dan
regresi. Pohon keputusan bekerja dengan baik
untuk input kategorikal dan kontinu, variabel
output. Ini mengembangkan pohon keputusan
terkait dengan membagi dataset menjadi subset
yang lebih kecil. Pada penelitian ini algoritma
DT menggunakan 80% data sebagai data
training dan 20% digunakan sebagai data
testing kemudian performa model yang dilatih
dievaluasi dengan menghitung Root Mean
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Squared Error (RMSE), Mean Absolute Error
(MAE), dan Correlation Coefficient (R), dari
nilai aktual dan nilai prediksi dari data uji.

2. Cross validation

Pemodelan dalam penelitian ini
menggunakan pendekatan berdasarkan
pencarian grid dan validasi silang k-fold, untuk
mencegah terjadinya overfitting, oleh sebab itu
proses pemilihan nilai parameter yang sesuai
dari metode pembelajaran mesin memberikan
dampak yang cukup besar pada akurasinya.
Selanjutnya, nilai optimal untuk parameter
dapat bervariasi sesuai dengan masalahnya.
Pencarian  Grid adalah  strategi  untuk
penyesuaian parameter otomatis dan optimal
dari model. Teknik ini membangun mesh dari
set nilai yang telah ditentukan untuk setiap
parameter. Untuk  setiap  kemungkinan
kombinasi parameter, model prediktif dilatih
dengan beberapa data, menghasilkan satu set
keluaran dan nilai parameter terbaik akan
menghasilkan set keluaran terbaik (Agrawal et
al., 2014). Pada langkah  pelatihan,
menggunakan validasi silang atau k-Fold , yang
membagi kumpulan data menjadi k set. Model
dilatih pada k-1 set dan divalidasi dengan
bagian yang tersisa. Langkah-langkah pelatihan
dan pengujian diulang k kali secara bergantian
antara set pelatihan dan pengujian. Gambar 1
mengilustrasikan penerapan validasi silang k-
Fold. Dalam penelitian ini menggunakan k = 5.

AR
| Train Train Test Train Train lteration3 |

......

Gambear 1. [lustrasi set pelatihan (orange) dan pengujian (biru) untuk k =5
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3. Evaluasi Model

Pemodelan dalam penelitian ini memiliki 9
variabel data input dan 2 data output sebagai
target, setiap pemodelan yang dihasilkan dari
setiap algoritma di evaluasi dengan menghitung
nilai Mean Absolute Error (MAE), Root Mean
Squared Error (RMSE), dan Correlation
Coefficient (R), berdasarkan nilai aktual dan
nilai prediksi dari data uji yang dapat dilihat
pada perasamaan berikut:
MAE = -y - z| (1)
Dimana 1 adalah indeks dari data pada sample,
N adalah jumlah total sample, y i adalah nilai
aktual dari data ke-i, sedangkan z_i adalah nilai
prediksi dari model untuk data ke-i.

RMSE = q'i T (F) — )3 2)

Dimana n adalah jumlah data yang digunakan
untuk menguji model, f (X i) adalah nilai yang
diprediksi oleh model untuk data ke-i, Y i
adalah nilai sebenarnya untuk data ke-i.

Ir=1fx)-f RN ¥ -
[T FO-F (R [T - 12

R =

3)

Dimana f(Xi) adalah nilai prediksi dari
variabel dependen (Y) berdasarkan variabel

Yield sternght -

TEnsile strenght -
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independen (X) pada observasi ke-i, f(X)
adalah rata-rata dari semua nilai prediksi f(Xi)
pada seluruh observasi, Yi adalah nilai
observasi aktual dari variabel dependen pada
observasi ke-i, Y adalah rata-rata dari semua
nilai observasi Yi pada seluruh observasi, dan n
adalah jumlah total observasi.

I11. Hasil dan Pembahasan

Pemodelan dibuat di google colab
menggunakan bahasa pemograman python,
pemodelan dirancang dengan 9 variabel input
yang terdiri dari unsur kimia paduan dan 2
vaiabel output yaitu YS dan TS. Hasil dari
pemodelan ini dalam bentuk angka, yang dapat
memprediksi nilai YS dan TS. Langkah
pertama yang dilakukan adalah melihat
korelasi antar variabel menggunakan heatmap
correlation yang dapat dilihat pada Gambar 2.
Hasil visualisasi dengan heatmap correlation
dapat dilihat bahwa unsur Mg memiliki
korelasi yang paling besar terhadap YS,
kemudian diikuti oleh unsur Ti sebesar 0.53 ,
unsur Zn 0.42, dan Cr sebesar 0.31. Kekuatan
tarik (TS) sangat dipengaruhi oleh unsur Mg
dengan korelasi terbesar yaitu 0.88, pada
urutan kedua terdapat unsur Ti dengan korelasi
0.78 dan diikuti oleh unsur Cr sebesar 0.54 dan
Mn sebesar 0.39.

-100

—0.75
050
0.25
0.00
—0.25
—0.50

T

TEnsile strenght -

|
=
=
5
t.‘
=
T
=

Gambar 2. Heatmap correlation
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1. Perbandingan machine

learning

algoritma

Pemodelan  dirancang  dengan  tiga
alogritma machine learning yaitu Random
Forest (RF), Artificial Neural Network
(ANN), dan Decision Tree (DT), setiap
algoritma dicari parameter terbaik dengan
cara memvariasikan setiap parameter pada
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parameternya pada tabel 2. Pada Tabel 2 di

kolom pertama dapat dilihat ada

algoritma yang digunakan yaitu DT, RF, dan
ANN, kolom kedua nama parameter yang
akan diberikan variasi berbeda, dan kolom
yang ketiga adalah pengaturan parameter pada

setiap algoritma.

algoritma yang dapat dilihat perlakuan
Tabel 2. Perlakuan variasi parameter untuk mencari parameter terbaik.
Metode Nama Pengaturan parameter
parameter
DT Depth 1,2,3,4,5,6,7,8,9,10,15,20,25,30
Number of 20,50, 80, 110, 140,150
RF tree
Maximal 5,10,15,25,30
depth
Training 10.000, 20,000, 30.000, 40,000
cycle
ANN Learning rate 0,001, sd 0,1
Momentum 0.1sd1
Neuron 5,10, 15, 20, 25, 30,40, 50
Hidden Layer
1
Neuron 5,10, 15, 20, 25, 30,40, 50
Hidden Layer
2
Hasil pemodelan ketiga algoritma ini b. Randon forest (RF)

dengan berbagai variasi parameter terbaik
sebagai berikut :

a. Decision Tree (DT)

Perlakuan  variasi  parameter  pada
pemodelan algoritma Decision Trees (DT)
didapatkan parameter terbaik dengan jumlah 10
number of trees dengan menghasilkan nilai
MAE 16,59, RMSE 20,267, dan R 0,854 pada
pemodelan kekuatan luluh aluminium (YS)
berdasarkan nilai aktual dan nilai prediksi dari
data uji. Penambahan jumlah of trees diatas 10
hingga 20 memberikan nilai konstan terhadap
nilai MAE, RMSE dan R sedangkan jumlah
trees diatas 20 mengakibatkan kenaikan nilai
terhadap nilai peforma, peforma terbaik adalah
nilai terkecil dari MAE dan MRSE. Pemodelan
DT ini menghasilkan nilai MAE 23,048, RMSE
29,021, dan R 0,854 pada pemodelan prediksi
kekuatan tarik (TS) berdasarkan nilai aktual
dan nilai prediksi dari data uji.

Pada pemodelan menggunakan algoritma
random forest (RF) ada 2 parameter yang di
variasikan diantaranya number of trees dan
maximal depth yang dapat dilihat pada tabel 2.
Peningkatan number of trees diatas 20
mengakibatkan kenaikan nilai RMSE dan
penambahan jumlah maximal depth diatas 10
tidak memberikan dampak terhadap hasil
permance. Pemodelan menggunakan algoritma
RF didapatkan parameter terbaik number of
trees 20 dan maximal depth 10 dengan nilai
MAE 11,44, RMSE 14,282, dan R 0,93 pada
pemodelan kekuatan luluh aluminium (YS).
Pemodelan RF ini menghasilkan nilai MAE
21,669, RMSE 27,301, dan R 0,871 pada uji
kekuatan tarik (TS) berdasarkan nilai aktual
dan nilai prediksi dari data uji.
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c. Artificial Neural Network (ANN)

Pemodelan menggunakan algoritma ANN
ada 4 wvariasi parameter yang terdiri dari
training cycle, learning rate, momentum dan
size hidden layer. Peningkatan training cycle
diatas 30.000 tidak memberikan dampak
terhadap nilai parameter, RMSE konstan
19,111 begitu pula dengan nilai MAE dan R.
Peningkatan nilai nilai learning rate
mengakibatkan penurunan peformance, dan
nilai momentum diatas 0.9 meengakibatkan
terjadinya error, variasi percobaan pada hidden
layer didapatkan nilai terbaik pada 2 hidden
layer dan 20 neuron. Pemodelan ANN
didapatkan parameter terbaik dengan training
cycle 30.000, learning rate 0,001 momentum
0,1, dan 2 hidden layer dan 20 neuron, yang
menghasilkan nilai MAE 23,045, RMSE
28,448, dan R 0,865 pada pemodelan kekuatan
luluh aluminium. Pemodelan ANN ini juga
menghasilkan nilai MAE 19,593, RMSE
22,005, dan R 0,947 dari nilai aktual dan nilai
prediksi dari data uji.

Berdasarkan  hasil pengujian  ketiga
algoritma machine learning yang sudah
dilakukan dapat dilihat bahwa, RF memiliki
kinerja lebih baik dibandingkan DT dan ANN
dalam memprediksi kekuatan luluh aluminium
(YS), sedangkan untuk memprediksi kekuatan
tarik aluminium (TS) ANN lebih baik
dibandingkan DT dan RF. Hasil ini sejalan
dengan hasil penelitian (Hasan, 2021), dimana
Penelitian ini juga membandingkan hasil
performa lima algoritma machine learning yang
berbeda: K-Nearest Neighbor (KNN), Support
Vector Machine (SVM), Artificial Neural
Network (ANN), Random Forest (RF), dan
Gradient Boosting Machine (GBM). Analisis
performa menunjukkan bahwa model machine
learning dapat memprediksi gesekan dan
keausan logam paduan Al dengan memuaskan
dari data variabel bahan dan uji tribologi.

41-
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Lebih lanjut, hasil analisis menunjukkan bahwa
metode Random Forest lebih unggul dalam
memprediksi laju  keausan dibandingkan
dengan algoritma machine learning lainnya.

2. Cross validation

Cross validation adalah salah satu metode
dalam wvalidasi model yang melibatkan
pembagian data menjadi beberapa subset atau
fold. Pada setiap iterasi, satu fold dijadikan
sebagai data validasi dan fold yang lain sebagai
data latih (Prasetyo & Laksana, 2022). Pada
pemodelan ini digunakan cross validation
dengan

jumlah K 5, dimana data dibagi menjadi 5
subset atau fold yang berbeda dan dilakukan
iterasi 5 kali dengan memilih setiap subset
secara bergantian sebagai data uji dan subset
lainnya sebagai data latih. Kemudian, untuk
setiap iterasi, nilai performa model dihitung
dengan menggunakan metrik evaluasi seperti
MAE, RMSE, dan R-squared. Setelah
dilakukan 5 iterasi, nilai performa model pada
setiap fold diambil rata-ratanya untuk
mendapatkan nilai performa model yang stabil
dan konsisten. Dengan menggunakan metode k-
fold cross wvalidation ini, validitas model
prediksi dapat diuji secara lebih akurat dan
reliabel karena memperhitungkan variasi dari
data yang berbeda-beda dalam setiap fold.
Selain itu, dengan menggunakan k 5, jumlah
data pelatihan yang digunakan untuk melatih
model lebih banyak, sehingga hasil evaluasi
model menjadi lebih akurat dan terpercaya
(Intan et al., 2021). Hasil validasi model ketiga
algoritma machine learning ini, tidak
mengalami perbedaan dengan hasil pengujian
sebelumnya. Hasil ini menunjukkan bahwa
model yang digunakan memiliki performa yang
stabil dan dapat diandalkan dalam melakukan
prediksi pada dataset yang lebih besar dan
beragam. Hasil perbandingan cross validation
dengan jumlah k 5 untuk ketiga algoritma dapat
dilihat pada gambar 3 untuk YS dan gambar 4
untuk TS.
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Gambar 3. Perbandingan peforma pemodelan prediksi Y'S
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Gambar 4. Perbandingan peforma pemodelan prediksi TS

3. Evaluasi model

Evaluasi model bertujuan untuk mengetahui
seberapa baik model yang dihasilkan dalam
melakukan prediksi (Desmarita Leni, Yuda
Perdana kusuma, Ruzita Sumiati,
Muchlisinalahuddin, 2022). Hasil pemodelan
dengan  perbandingan  ketiga  algoritma
didapatkan bahwa algoritma Random Forest
(RF) memiliki kinerja lebih baik dibandingkan
algoritma Decision Trees (DT) dan Artificial
Neural Network (ANN) dalam memprediksi
kekuatan luluh aluminium (YS), sedangkan
untuk memprediksi kekuatan tarik aluminium
(TS) ANN lebih baik dibandingkan DT dan RF.
Hasil ini tidak jauh berbeda dengan hasil

penelitian yang dilakukan oleh (D. Merayo,
2020), bahwa ANN dapat digunakan untuk
memprediksi sifat mekanik logam, khususnya
kekuatan luluh dan kekuatan tarik ultimat pada
paduan aluminium. Pemodelan prediksi ini
berdasarkan komposisi kimia paduan dan suhu
temper yang diperoleh dari big data, hasil
penelitian menunnjukkan bahwa ANN mampu
memberikan hasil prediksi kekuatan tarik
sesuai dengan data experimental aluminium.
Hasil  perbandingan  prediksi  ketiga
algoritma machine learning dalam memprediksi
sifat mekanik aluminium dapat dilihat pada
Gambar 5 untuk YS dan Gambar 6 untuk TS.
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Gambar 5. Grafik perbandingan prediksi kekuatan Iuluh(Y'S)
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Gambar 6. Grafik perbandingan prediksi kekuatan tarik (TS)

IV.  Kesimpulan

Berdasarkan hasil penelitian tentang
pemodelan prediksi sifat mekanik aluminium
menggunakan metode machine learning dapat
disimpulkan bahwa, heatmap correlation
mampu memberikan informasi unsur kimia
yang paling berkorelasi dengan sifat mekanik
aluminium seperti YS dan TS. Hasil
perbandingan ketiga algoritma macine learning
yang terdiri dari Decision Tree (DT), Randon
Forest (RF), dan Artificial Neural Network
(ANN), diperoleh hasil pemodelan yang
berbeda yaitu RF memiliki kinerja lebih baik
dalam memprediksi YS, sedangkan ANN
memiliki kinerja lebih baik dalam memprediksi
TS. Hasil ini menunjukkan bahwa, pemilihan
algoritma yang tepat dapat meningkatkan

akurasi prediksi sifat mekanik aluminium.
Penelitian ini dapat memberikan pandangan
yang lebih mendalam tentang penggunaan
machine learning dalam pemodelan prediksi
sifat mekanik logam, khususnya aluminium,
yang dapat berguna dalam bidang industri dan
rekayasa material.
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